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Résumé— L’Analyse en Composantes Principales (ACP) est
un outil statistique largement utilisé pour l’analyse de
données collectées sur des systèmes en cours de fonction-
nement afin de surveiller leur comportement. Cependant,
d’un point de vue statistique, l’un des inconvénients majeurs
de l’approche ACP résulte de son utilisation de techniques
d’estimation par moindres carrés, techniques qui échouent
à prendre en compte les biais de mesures accidentels ce qui
est malheureusement assez fréquent sur le plan pratique.
Cette communication présente : 1) la formulation d’une es-
timation robuste (vis-à-vis des valeurs aberrantes) de l’état
d’un système basée sur l’analyse en composantes principales,
2) une procédure de détection et de localisation de défauts
de mesures. La méthode proposée ne nécessite pas d’étude
préliminaire relative à la détection et au rejet de valeurs
aberrantes ou de grosses erreurs dans les données utilisées
pour la conception du modèle ACP. Elle présente l’intérêt
d’utiliser directement les données brutes, éventuellement
entachées de grosses erreurs, et le modèle ACP est construit
à partir de ces données sans filtre préalable, cette construc-
tion étant robuste vis-à-vis de la présence de grosses erreurs.
Le modèle ACP obtenu étant sain, c’est-à-dire non contaminé
par les valeurs aberrantes, son utilisation pour le diagnos-
tic (détection et localisation de défauts de mesure) est alors
efficace.

Mots-clés—ACP, redondance, valeurs aberrantes, robustesse,
diagnostic, détection / localisation.

I. Introduction

L’analyse en composantes principales est une technique
numérique bien éprouvée dans le domaine du traitement
de données pour réduire la dimension de l’espace de
représentation d’un système [18]. En plus de cet aspect qui
concerne sa première application, elle a été enrichie d’autres
développements et a trouvé des domaines d’application
très variés : compression de données [21], extraction de
caractères [6], reconnaissance de formes [11], détection de
fautes [24], [13], diagnostic de fonctionnement de systèmes
[7], [8], [12], validation de données [19], modélisation de
système [20], traitement de signal [10], supervision [25]. En
dépit de ces extensions et applications variées, l’ACP est
essentiellement basée sur la mise en évidence de relations
linéaires entre les variables et présente un caractère d’op-
timalité uniquement au sens d’un critère portant sur l’er-
reur quadratique d’estimation en valeur moyenne (MSE).
Il est bien connu que l’estimation basée sur l’utilisation
de critère de type MSE est moins robuste que celle issue
d’autres critères comme celui de l’erreur en valeur absolue.

De plus, rappelons que l’approche classique de l’ACP uti-
lise un calcul préliminaire de la moyenne des données et de

leur matrice de covariance en vue de la normalisation de ces
données ; comme la moyenne et la variance sont sensibles
à la présence de valeurs aberrantes, les résultats obtenus
s’avèrent souvent inexploitables car trop biaisés par l’in-
fluence de ces valeurs aberrantes.

Pour tolérer la présence de valeurs aberrantes, une ana-
lyse en composantes principales robuste peut être conduite
en calculant les valeurs propres et les vecteurs propres de
la matrice de covariance des données (ou de la matrice
de corrélation) évaluée au moyen d’une technique robuste.
Pour cela, dans [5], les auteurs construisent des fonctions
d’influence particulières et les variances asymptotiques qui
en découlent ; le comportement du modèle ACP obtenu à
partir de cette matrice de variance a ensuite été largement
testé par des simulations.

Dans [9] et [17], les auteurs proposent l’approche robuste
ROBPCA qui combine la poursuite de projection à une
estimation robuste de la matrice de variance. Cette tech-
nique produit à la fois des estimations précises pour des
données non contaminées par des valeurs aberrantes, ainsi
que des estimations qui se révèlent robustes en présence
de valeurs aberrantes. Dans [2], les auteurs se sont fo-
calisés sur l’estimation robuste de la matrice de cova-
riance pour des systèmes multi-dimensionnels, la valeur de
cette matrice de covariance étant un point clef pour la re-
cherche du modèle ACP. D’autres approches permettant
d’appréhender le problème de robustesse ont été proposées
dans [1], [15] en utilisant une loi de distribution dite conta-
minée des erreurs de mesure et dans [26] où les auteurs
développent une approche basée sur un calcul de moments.

Dans la mise en œuvre de l’ACP, en plus des données
aberrantes, un autre handicap à surmonter apparâıt lorsque
les données disponibles sont incomplètes ; c’est une situa-
tion assez fréquente lors de l’acquisition de mesures sur
un processus en cours d’exploitation où, pendant certaines
périodes de temps, telle ou telle grandeur n’est pas acces-
sible à la mesure ; ce point est abordé dans [3], [4], [23], le
principe généralement adopté étant l’utilisation d’indica-
teurs de présence ou d’absence des données lors du calcul
du modèle ACP.

Notre présentation est essentiellement consacrée au
problème de détection et de localisation de défauts dans
des données. Dans ce domaine, on distingue habituelle-
ment deux familles de méthodes. La première repose sur
la redondance d’informations qui résulte du couplage fonc-



tionnel entre les variables du système dont les données sont
issues. Dans cette situation, la validation de données et plus
généralement le diagnostic sont basés sur l’utilisation d’un
modèle du système ; la procédure la plus classique consiste
à générer des résidus indicateurs de défauts en compa-
rant la sortie du système à celle de son modèle, tous deux
étant soumis aux mêmes entrées d’excitation. La seconde
approche utilise directement les données disponibles sans
connaissance a priori du modèle du système. Les outils uti-
lisés relèvent alors de l’analyse typologique des données, de
la classification de données, de la reconnaissance de forme,
de l’analyse de rupture de séquences temporelles. Dans la
suite de cette présentation, cette approche à base de trai-
tement de données sera systématiquement utilisée et notre
contribution porte essentiellement sur la détection de va-
leurs aberrantes et leur localisation en utilisant deux outils
complémentaires : la reconstruction de données et l’analyse
de résidus.

Pour aborder ce point de vue lié au diagnostic des
systèmes, la première étape de l’ACP consiste à déterminer
les composantes principales utiles, c’est-à-dire celles tradui-
sant le contenu informationnel de la matrice des données.
Les dernières composantes principales expliquent l’informa-
tion résiduelle non prise en compte par les premières ; l’ana-
lyse des données dans cet espace résiduel révèle la présence
des défauts c’est-à-dire ici les valeurs aberrantes. Pour cela,
nous nous sommes inspirés de ce qui est proposé en iden-
tification paramétrique et notamment dans les méthodes
de moindres carrés robustes [16]. La section 2 est un bref
rappel sur la procédure d’extraction des composantes prin-
cipales. La présence de valeurs aberrantes et l’extraction
robuste de composantes principales fait l’objet de la section
3. Une procédure de détection et de localisation des valeurs
aberrantes est ensuite proposée en section 4, puis appliquée
à un exemple de synthèse en insistant sur la génération de
signatures de défaut.

II. Principe de l’ACP

Soit x un vecteur aléatoire constitué de n variables
aléatoires caractérisant le fonctionnement d’un système à
analyser. En l’absence de relations fonctionnelles entre les
variables, on a généralement besoin des n variables pour
décrire le comportement du système ; par contre, si l’une
des variables xi est liée aux autres, on peut cependant exa-
miner si, au détriment d’une perte d’explicabilité quanti-
fiable et admissible, il est possible de réduire le nombre de
ces variables. Un des objectifs de l’ACP est précisément
de décrire le système à l’aide d’un nombre restreint de
variables et comme objectif secondaire de détecter les va-
riables redondantes. Il est bien connu, [18], [22] que l’ana-
lyse des valeurs propres de Σ renseigne sur le nombre de
variables explicatives à retenir.

Dans sa conception, l’ACP s’applique à des variables
aléatoires. Cependant, dans la pratique, on est souvent
confronté à analyser des données issues de châınes de
mesures collectant des informations sur le fonctionne-
ment d’un système physique. Ces données sont rarement
des variables aléatoires, mais la procédure précédente est
néanmoins appliquée. On dispose alors d’une matrice de
données X ∈ RN×n, de vecteurs lignes xT

i , qui rassemble
les N mesures effectuées sur les n variables du système.

Le critère de réduction de dimension est défini comme la
somme des carrés des écarts entre les variables et leurs pro-
jections respectives sur une droite ad-hoc :

φ(p) =
N∑

i=1

‖ xT
i − πxT

i ‖2 (1)

π étant la matrice caractérisant cette projection (définie à
partir d’une direction p) sous la forme π = ppT . On peut
exprimer le minimum de φ vis-à-vis de p ce qui conduit à re-
chercher le vecteur propre de la matrice S =

∑N
i=1 xix

T
i as-

sociée à la valeur propre la plus petite de cette matrice. On
peut compléter ce calcul en recherchant une deuxième di-
rection, orthogonale à la première, et minimisant les écarts
entre les variables et leurs projection sur ce deuxième axe.
De façon générale, pour rechercher l’ensemble des direc-
tions ou axes principaux, on procède de la façon suivante :

– évaluer la matrice de covariance des données :

S = XT

(
I − UUT

UT U

)
X

U , le vecteur de dimension N dont toutes les compo-
santes sont égales à 1

– Résoudre l’équation :

ΣP = PΛ (2)

P ∈ Rn.n étant la matrice des vecteurs propres pi de
Σ et Λ ∈ Rn.n celle, diagonale, de ses valeurs propres.

On peut également montrer la décomposition suivante :

X = TPT (3)
T = XP (4)

Ces relations trouvent uniquement leur intérêt lorsqu’on
diminue la dimension de l’espace de représentation. Une
fois déterminé le nombre ` de composantes à retenir, la
matrice X des données peut être approximée de la façon
suivante. Tout d’abord, la matrice des vecteurs propres est
partitionnée sous la forme :

P =
(
P̂ P̃

)
P̂ ∈ Rn×` (5)

On peut alors expliciter la partie des données expliquées
par les ` premiers vecteurs propres et la partie résiduelle
expliquée par les composantes restantes :

X̂ = XP̂ P̂T = X
∑̀

i=1

pip
T
i (6)

X̃ = X − X̂ = X(I − P̂ P̂T ) (7)

Une redondance d’information (liée à des liaisons phy-
siques entre des variables du système) est détectable par la
présence de valeurs propres de Σ nulles. Dans la pratique, la
présence d’erreurs de mesure affectant les données ou l’exis-
tence de liaisons ”complexes” entre variables masquent par-
tiellement ces valeurs nulles ; les redondances sont alors
mises en évidence à partir d’un seuil approprié sur les va-
leurs propres.



III. Approche robuste de l’ACP

Ainsi que nous l’avons indiqué en introduction, une
difficulté majeure de l’ACP provient de sa formalisation
au moyen d’un critère des moindres carrés qui reste très
sensible à la présence de valeurs aberrantes. Une solu-
tion consiste à utiliser une technique itérative. Dans une
première étape, la présence éventuelle des valeurs aber-
rantes n’est pas prise en compte et l’ACP est effectuée
sur l’ensemble des données disponibles. Puis, grâce au
modèle ACP obtenu, les données sont analysées (analyse
de leurs projections dans l’espace résiduel) afin de déceler
la présence de valeurs aberrantes ; ces dernières sont alors
retirées et l’ACP est reconduite sur les données restantes.
Le processus peut être itéré plusieurs fois ; il est assez effi-
cace lorsque peu de données sont contaminées mais échoue
dans la plupart des cas. Pour tolérer la présence de valeurs
aberrantes, une autre méthode couramment utilisée dans le
domaine de la statistique consiste à remplacer l’estimation
standard de la moyenne et de la variance par une estimation
robuste [2], [3]. Une autre solution consiste à utiliser une
approche par projection dans laquelle les vecteurs propres
de la matrice de covariance sont progressivement estimés de
façon à réduire l’influence des valeurs aberrantes. Dans ce
qui suit, nous proposons une Analyse en Composantes Prin-
cipales Robuste basée sur un M-estimateur. Deux points
retiennent notre attention : 1) le modèle ACP doit être
insensible aux valeurs aberrantes, 2) afin de satisfaire aux
exigences de surveillance du système, les valeurs aberrantes
doivent être détectées et isolées.

A. Hypothèses sur la nature des erreurs de mesure

L’approche proposée repose sur la prise en compte de
deux type d’erreurs dans les données. Le premier type
concerne les erreurs de faibles amplitudes provenant de va-
riations à caractère aléatoire du comportement des cap-
teurs. On fait souvent l’hypothèse que ces erreurs sont
de valeur moyenne nulle et pour les caractériser on les
considère comme des réalisations de variables aléatoires de
distribution gaussienne (afin de faciliter les calculs d’es-
timation !). Le deuxième type d’erreur est relatif aux va-
leurs accidentelles, se manifestant sous forme de données
dites aberrantes dans les bases de données ; elles peuvent
être dues à des défauts passagers des capteurs. Ces valeurs
aberrantes sont généralement de forte amplitude (vis-à-vis
des erreurs du premier type) et peuvent aussi, pour fa-
ciliter les calculs d’estimation être considérés comme des
réalisations de variables aléatoires. Dans ce qui suit nous
utiliserons également une loi de distribution gaussienne
pour les représenter. Pour distinguer les deux types d’er-
reur, les deux distributions seront caractérisées par des va-
riances différentes. De façon plus globale, pour représenter
ces erreurs, on propose d’utiliser une distribution dite
contaminée correspondant au mélange, avec des poids µ
et 1− µ, des distributions des deux types d’erreur :





f1(ε) =
1√

2πσ1

exp

(
−1

2

(
ε

σ1

)2
)

f2(ε) =
1√

2πσ2

exp

(
−1

2

(
ε

σ2

)2
)

f(ε) = µf1(ε) + (1− µ)f2(ε)

(8)

Le paramètre µ est à mettre en regard de la proportion de
mesures saines vis-à-vis du nombre total de mesures, tandis
que σ1 et σ2 caractérisent les distributions des erreurs af-
fectant les mesures saines et de celles affectant les mesures
aberrantes. Les figures 1 et 2 représentent deux situations,
caractérisées par les paramètres {σ1 = 1, σ2 = 5} et pour
deux valeurs du paramètre de mélange µ = 0.1 et µ = 0.5.
Chaque figure montre (de haut en bas) les distributions f1

et f2 puis la distribution mélange. Le rôle du paramètre
de mélange µ apparâıt alors clairement en comparant ces
deux figures.
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B. Formulation de l’ACP robuste

Dans cette section, on reprend la détermination des com-
posantes principales d’une matrice de données X compte
tenu de l’hypothèse qui vient d’être proposée sur la dis-
tribution des erreurs affectant les données. Soit p ∈ Rv
un vecteur unitaire sur lequel les données projetées sont
définies par :

t = Xp, t ∈ RN (9)

Compte tenu de (7), l’erreur d’estimation des données à
partir de cet axe est :

X̃ = X(I − ppT ) (10)

Comme indiqué précédemment, l’existence d’au moins une
relation de redondance entre les variables est traduite par le
fait que cette erreur d’estimation est nulle en l’absence d’er-
reur de mesure. En présence d’erreurs de faibles amplitudes
sur les variables, cette erreur sera elle aussi de faible ampli-
tude. La présence de mesures aberrantes se traduit par une
erreur de reconstruction significativement non nulle sauf si
la direction de projection a été évaluée de façon robuste
c’est-à-dire en s’affranchissant de la présence de ces valeurs
aberrantes. C’est précisément cette évaluation robuste que
nous envisageons. Pour cela, en utilisant le concept de dis-
tribution contaminée, nous formulons l’hypothèse suivante
de distribution des erreurs de reconstruction :

X̃ ∼ µN (0, σ2
1I) + (1− µ)N (0, σ2

2I) (11)

chaque loi partielle prenant en compte l’un des deux types
d’erreur. Ansi, l’erreur de reconstruction relative à l’obser-



vation de rang k, définie à partir de (10) :

x̃(k) = (I − ppT )x(k) (12)

est considérée comme la réalisation d’une variable aléatoire
de densité de probabilité :





f(x̃(k)) = µf1(x̃(k)) + (1− µ)f2(x̃(k))

f1(x̃(k)) =
1

(2π)
v
2 σv

1

exp
(
−‖ x̃(k) ‖2

2σ2
1

)

f2(x̃(k)) =
1

(2π)
v
2 σv

2

exp
(
−‖ x̃(k) ‖2

2σ2
2

)
(13)

Afin d’estimer à partir des mesures la direction de pro-
jection p, on forme la fonction de log-vraisemblance de
l’ensemble des erreurs de’estimation, sous l’hypothèse
d’indépendance statistique de ces erreurs :

V =
N∑

k=1

log (f(x̃(k))) (14)

Le recherche du maximum de V vis-à-vis de p conduit à :

(XT W (p)X − λI)p = 0 (15)




W (p) = diag(w(1) . . . w(N))

w(k) =
µ

f1(x̃(k))
σ2

1

+ (1− µ)
f2(x̃(k))

σ2
2

µf1(x̃(k)) + (1− µ)f2(x̃(k))

x̃(k) = (I − ppT )x(k)

(16)

Pour résoudre ce système, notons que si W (p) était connue,
alors l’équation (15) exprime que λ et p sont les valeurs
et vecteurs propres de la matrice XT W (p)X. Comme la
matrice de pondération W dépend implicitement de la di-
rection p, la résolution de (15) est généralement réalisée
par une procédure itérative. Ainsi, une procédure dite
à itération directe s’explicite, en fonction de l’indice i
d’itération, de la façon suivante :




E1 Initialisation : i = 0, w(i)(k) = 1
E2 i ← i + 1 Solution à l’étape i

W (p(i−1)) = diag
(
w(i−1)(1) . . . w(i−1)(N)

)
(
XT W (p(i−1))X − λ(i)I

)
p(i) = 0

x̃(i)(k) = (I − p(i)p(i)T )x(k)

w(i)(k) =
µ

f
(i)
1 (x̃(i)(k))

σ2
1

+ (1− µ)
f
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2 (x̃(i)(k))

σ2
2

µf
(i)
1 (x̃(i)(k)) + (1− µ)f (i)

2 (x̃(i)(k))

f
(i)
1 (x̃(i)(k)) =

1
(2π)

v
2 σv

1

exp
(
−‖ x̃(i)(k) ‖2

2σ2
1

)

f
(i)
2 (x̃(i)(k)) =

1
(2π)

v
2 σv

2

exp
(
−‖ x̃(i)(k) ‖2

2σ2
2

)

E3 test de convergence
| (XT W (p(i))X − λ(i)I

)
p(i) |≤ eps?

(17)
En l’absence de connaissance particulière sur la présence de
valeurs aberrantes, l’initialisation de cet algorithme itératif

peut être faite en mettant tous les poids w(0)(k) à 1. Ainsi,
à chaque itération, le vecteur p retenu correspond au vec-
teur propre de la matrice XW (p(i))X associé à la plus
grande valeur propre de cette matrice. A la fin de cette
procédure itérative, on dispose ainsi de la première compo-
sante principale déterminée de façon robuste vis-à-vis des
valeurs aberrantes.

Pour rechercher les directions principales suivantes, on
propose d’utiliser la méthode classique de déflation qui
consiste à soustraire progressivement de la matrice X ini-
tiale les informations expliquées par la direction principale
qui vient d’être trouvée. Ainsi à l’étape `, notons X(`) la
matrice X dont on a soustrait l’influence des directions
propres précédentes. On a alors la mise à jour suivante :

X(`+1) = X(`) −Xp(`)p(`T )

Cette procédure de déflation est appliquée jusqu’à avoir
extrait l’ensemble de l’information utile de la matrice des
données X. La mise en œuvre proposée ici suppose que les
paramètres de forme de la distribution contaminée soient
a priori fixés. La connaissance même grossière de la pro-
portion de valeurs aberrantes peut permettre un choix rai-
sonnable du facteur de mélange µ ; dans le cas contraire
quelques essais permettent de trouver la valeur adéquate,
sachant que la technique tolère des valeurs de ce coefficient
de mélange pouvant être assez différentes de la proportion
de valeurs aberrantes. L’optimisation de ces paramètres a
été également effectuée, mais le gain obtenu, au regard du
volume de calcul supplémentaire, reste négligeable.

C. Exemple

La technique précédente est illustrée à partir d’un
exemple de faibles dimensions de façon à pouvoir présenter
l’ensemble des résultats numériques. Les données utilisées
ont été générées à partir d’un modèle caractérisé par 6 re-
lations linéaires entre 7 variables :





x∗1(k) ∼ N (0, 1)
x∗2(k) = −x∗1(k)
x∗3(k) = x∗1(k)− x∗2(k)
x∗4(k) = x∗1(k)− 3x∗2(k)
x∗5(k) = 0.5x∗2(k) + x∗3(k)
x∗6(k) = x∗1(k)− 4x∗2(k)
x∗7(k) = 0.2x∗2(k) + x∗3(k)

(18)

Les coefficients des variables apparaissant dans les
différentes équations du modèle sont rassemblés dans la
partie supérieure de la table (I). La partie inférieure de
cette table présente le même modèle mais en faisant ap-
parâıtre ces coefficients après combinaison linéaire des
équations du modèle ; cela fait clairement apparâıtre la
dépendance des six premières variables vis-à-vis de la
septième. A chaque variable ainsi générée a été superposé
un bruit issu de la réalisation d’une variable aléatoire à
densité gaussienne :

xi(k) = x∗i (k) + bi(k), bi(k) ∼ N (0, σ)

De plus, des valeurs aberrantes (chacune d’amplitude arbi-
trairement égale à 2) ont été ajoutées à différentes variables



Modèle vrai
1 1 0 0 0 0 0
1 -1 1 0 0 0 0
1 -3 0 -1 0 0 0
0 0.5 1 0 -1 0 0
1 -4 0 0 0 -1 0
0 0.2 1 0 0 0 -1

Modèle vrai normalisé
1 0 0 0 0 0 -0.556
0 1 0 0 0 0 0.556
0 0 1 0 0 0 -1.111
0 0 0 1 0 0 -2.222
0 0 0 0 1 0 -0.833
0 0 0 0 0 1 -2.778

TABLE I

Coefficients du modèle ayant généré les données

(table II où la première ligne indique les variables corrom-
pues, la deuxième ligne indiquant les instants où les valeurs
aberrantes ont été appliquées).

x1 x2 x3 x4 x5 x6 x7

k 2, 10 3, 4 6 10, 19, 28 19 28 37

TABLE II

Liste des variables corrompues par des valeurs aberrantes

La table (III) regroupe les données ainsi générées, chaque
variable ayant été cenrée par rapport à sa valeur moyenne,
les valeurs aberrantes étant indiquées en caractère gras.
Pour juger de l’influence des valeurs aberrantes sur le
modèle ACP , la table (IV) donne les valeurs des compo-
santes des vecteurs propres de la matrice XT X les calculs
ayant été conduits avec comme valeurs numériques pour
les fonctions de distribution des erreurs : σ1 = .1, σ2 =
3, µ = .15 La partie supérieure du tableau donne les com-
posantes des 7 vecteurs propres de la matrice de variance-
covariance des données calculées de façon non robuste. En
ne retenant que les 6 vecteurs propres correspondant aux 6
valeurs propres les plus faibles, une combinaison linéaire de
ces 6 vecteurs conduit à la partie centrale du tableau et de
façon explicite aux équations du modèle. Ainsi, le premier
modèle trouvé s’explicite :

x1 − 0.608x7 = 0

qui est à comparer au modèle ayant servi à générer les
données (I), c’est-à-dire

x1 − 0.556x7 = 0

Plus généralement, la partie médiane du tableau (IV) est
à comparer à sa partie inférieure du tableau (I) ce qui met
en évidence la sensibilité importante des résultats obtenus
vis-à-vis des valeurs aberrantes. Par contre, si l’on com-
pare la troisième partie du tableau (IV) au tableau (I)
l’utilisation de la méthode robuste proposée conduit à des
résultats beaucoup plus proches du modèle théorique, le
premier modèle étant en effet :

x1 − 0.576x7 = 0

x1 x2 x3 x4 x5 x6 x7

1 -0.59 0.31 -0.98 -2.02 -0.75 -2.33 -0.88
2 2.70 -0.01 -0.38 -0.83 -0.31 -0.83 -0.34
3 0.16 2.52 0.59 1.09 0.42 1.56 0.53
4 -0.16 2.86 -0.10 -0.26 -0.10 -0.13 -0.09
5 -0.34 0.04 -0.46 -0.99 -0.36 -1.02 -0.41
6 -0.50 0.20 2.22 -1.61 -0.62 -1.84 -0.70
7 -0.26 -0.02 -0.29 -0.69 -0.26 -0.67 -0.28
8 0.26 -0.54 0.72 1.37 0.53 1.91 0.65
9 -0.59 0.27 -0.95 -1.96 -0.72 -2.24 -0.84
10 2.76 -0.06 -0.26 2.42 -0.20 -0.51 -0.23
11 0.15 -0.44 0.54 0.98 0.38 1.44 0.46
12 -0.67 0.37 -1.09 -2.28 -0.84 -2.64 -1.00
13 0.00 -0.27 0.21 0.31 0.12 0.58 0.18
14 0.27 -0.57 0.75 1.45 0.55 2.03 0.69
15 -0.44 0.12 -0.63 -1.31 -0.48 -1.45 -0.58
16 -0.56 0.27 -0.93 -1.92 -0.71 -2.19 -0.83
17 -0.02 -0.30 0.18 0.26 0.12 0.56 0.15
18 0.19 -0.50 0.62 1.18 0.45 1.68 0.55
19 -0.09 -0.20 0.02 3.00 3.01 0.19 0.03
20 0.20 -0.50 0.60 1.15 0.45 1.64 0.55
21 -0.52 0.21 -0.79 -1.67 -0.63 -1.91 -0.74
22 0.05 -0.36 0.34 0.57 0.22 0.92 0.26
23 -0.36 0.06 -0.50 -1.08 -0.39 -1.14 -0.46
24 -0.30 -0.01 -0.36 -0.81 -0.28 -0.78 -0.32
25 -0.54 0.25 -0.87 -1.82 -0.68 -2.08 -0.80
26 0.11 -0.42 0.44 0.82 0.30 1.24 0.41
27 -0.08 -0.22 0.08 0.04 0.03 0.26 0.04
28 0.02 -0.33 0.30 3.49 0.21 3.85 0.26
29 0.09 -0.41 0.41 0.75 0.31 1.18 0.36
30 -0.64 0.35 -1.06 -2.19 -0.81 -2.52 -0.97
31 0.24 -0.54 0.72 1.33 0.51 1.89 0.64
32 -0.19 -0.08 -0.19 -0.48 -0.16 -0.38 -0.20
33 0.04 -0.35 0.32 0.56 0.22 0.91 0.27
34 0.06 -0.35 0.28 0.52 0.20 0.84 0.25
35 0.14 -0.41 0.47 0.87 0.34 1.29 0.40
36 -0.57 0.25 -0.87 -1.85 -0.66 -2.08 -0.79
37 -0.27 -0.06 -0.28 -0.61 -0.25 -0.56 2.74
38 -0.10 -0.21 0.03 0.01 0.02 0.24 0.02
39 0.22 -0.54 0.67 1.29 0.48 1.80 0.59
40 0.13 -0.42 0.47 0.87 0.35 1.31 0.41

TABLE III

Données utilisées

Vecteurs propres estimés de façon non robuste
0.13 0.75 -0.12 0.55 0.03 -0.12 -0.29
-0.10 0.09 0.98 0.09 -0.02 -0.04 -0.00
0.21 -0.27 0.01 0.20 0.49 -0.76 0.15
0.61 0.39 0.06 -0.36 -0.01 0.04 0.58
0.22 0.09 0.04 -0.59 -0.19 -0.38 -0.64
0.67 -0.36 0.10 0.26 0.17 0.42 -0.35
0.21 -0.23 -0.01 0.32 -0.83 -0.28 0.15

Modèle estimé de façon non robuste
1 0 0 0 0 0 -0.61
0 1 0 0 0 0 0.49
0 0 1 0 0 0 -0.99
0 0 0 1 0 0 -2.89
0 0 0 0 1 0 -1.04
0 0 0 0 0 1 -3.19

Modèle estimé de façon robuste
1 0 0 0 0 0 -0.576
0 1 0 0 0 0 0.527
0 0 1 0 0 0 -1.111
0 0 0 1 0 0 -2.232
0 0 0 0 1 0 -0.835
0 0 0 0 0 1 -2.763

TABLE IV

Coefficients estimés du modèle

La figure (3) visualise les poids w(k) affectant les mesures



et qui ont été obtenus par l’algorithme de la section 3.2 ; les
valeurs numériques indiquent bien que les observations vo-
lontairement biaisées 2, 3, 4, 6, 10, 19, 28 et 37 ne sont pas
prises en compte dans l’estimation du modèle ACP . En
fait, afin d’accentuer cet effet, un renforcement des poids
a été utilisé en n’utilisant que les valeurs 0 (pour les poids
inférieurs à 0.5) et 1 (pour les poids supérieures à 0.5) ce
que traduit la partie inférieure de la figure. La figure (4) vi-
sualise les erreurs d’estimation des six premières variables
au cours du temps. Sans ambigüıté les valeurs aberrantes
ont été détectées et localisées à partir des poids, leurs in-
fluences sur l’estimation des relations de redondance du
système ont été fortement réduites ce qui explique la bonne
qualité d’estimation des paamètres des modèles.

0 5 10 15 20 25 30 35 40
0

0.5

1

Fig. 3. Poids estimés

IV. Conclusion

En l’absence de modèle d’un système, la procédure pro-
posée est bien adaptée à la recherche de relations de re-
dondance à partir de mesures collectées sur ce système.
Ces mesures pouvant être entachées de valeurs aberrantes,
il convient de s’affranchir de leur influence lors de la re-
cherche de ces redondances. L’approche robuste proposée
ici réalise simultanément la recherche des redondances et
le rejet des valeurs aberrantes grâce à l’estimation de poids
appropriés. Par la suite, il est envisagé, toujours à partir de
mesures, d’étendre cette procédure à la recherche de rela-
tions de redondance non linéaires en utilisant une approche
de type courbes principales.
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